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1. Uvod

Kazda doba ma sva klicova, do imoru opakovana
slovni spojeni, u kterych navic neni presné jasné, co vlast-
né znamenaji. V oboru spole¢ného zajmu ctenaistva Che-
mickych listd k takovymto pojmum patfilo v poslednich
dekadach naptiklad slovo ,,nanotechnologie®. Oblibenost
urCitych vyrazli je mozné sledovat nastrojem Google
Trends' a na obr. 1 mizeme vidét, Ze zrovna pojem
,nanotechnology* je jiz za svym zenitem, minimalné
z pohledu vyhled4véni. Naproti tomu vyraz ,,machine lear-
ning* (tedy ,,strojové uceni®, viz obr. 1) rychle nabyva na
sile — podobnou zéavislost bychom nalezli také pro pocet
publikovanych védeckych praci.

Frekvence uZiti tohoto vyrazu pomalu v kazdé oblasti
lidské Cinnosti jiz obCas vyvolava alergickou reakci a pod-
védomou nechut’. Je k ni i urcity divod. Uméla inteligence
(AL, z angl. artificial intelligence) a strojové uceni (ML,
z angl. machine learning) pfedstavuji jen vznosnéjsi po-
jmenovani statistickych metod, pouzivané algoritmy byly
vétSinou publikovany jiz pted delSi dobou a zdsadné nové
myslenky se v poslednich letech vlastng neobjevily”. Neda
se ale zaroven piehlizet, ze v oblasti Al dochazi ke kvanti-
tativnim zménam, diky kterym jsou tyto techniky najednou
pouzitelné. Je to dano predev§im neustale se zvétSujicim
vypocetnim vykonem a produkci ohromného mnozstvi dat
(dnes Casto oznacovana jako ,,big data®), na kterych se daji
jednotlivé algoritmy ML ucit. Mnozstvi produkovanych
dat roste exponencialné a zarovei jsou tato data diky inter-
netovym databazim dostupnéjsi, pti¢emz veliké mnozstvi
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Obr. 1. Porovnani trendu vyhledavani slov ,,nanotechnology“ a ,,machine learning® v Google Trends normované na pocet vyhleda-

vani slova ,,nanotechnology“ v roce 2004 (cit.")
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ucicich dat je pro ML zcela zésadni. Dilezity je ovSem
i moment psychologicky: pfistup umélé inteligence se
postupné vylepSoval, v posledni dobé ale v mnoha oblas-
tech dosahuje vysledki na urovni ¢lovéka nebo jej preko-
navé, at’ uz se to tyka rozpoznavani obrazu®, hry Go® nebo
organické syntézy>°. V tom je nejspise soudasna situace
revoluéni, ve smyslu hegelidnského ptechodu kvantity na
kvalitu.

NaSe kratkd uvaha se zaméfuje na vyuziti technik
umélé inteligence v chemii, pfi¢emz jako voditko nadm
poslouzi zivotni draha jubilujiciho profesora Rudolfa Za-
hradnika’. Rudolf Zahradnik za¢inal svou kariéru v Ustavu
hygieny prace a nemoci z povolani, kde se mimo jiné za-
byval hledanim souvislosti mezi strukturou a biologickou
aktivitou — v dnesni dob¢ typicka oblast pro vyuziti strojo-
vého uceni. Hlavni renomé si ale vydobyl v oblasti kvanto-
vé chemie. I tato oblast mozna doznd v brzké dobé vyraz-
nych zmén diky technikam strojového uceni.

2. Uméla inteligence, strojové uceni a dalsi
pojmy

Clovék generace autorii tohoto textu si pod pojmem
uméla inteligence v prvnim okamziku mozna piedstavi
Arnolda Schwarzeneggera v roli terminétora, jehoZ vyuziti
v chemii je tézko myslitelné. Pojem zavedl John
McCarthy, jeden ze zakladateli oboru, v roce 1955
v zadosti o védecky projekt — ve svébytném literarnim
zanru, ke kterému asi urcitd nadsazka patfi. V ném pred-
stavil vizi, Ze kazdy aspekt lidského uceni a inteligence
muze byt v principu popsan tak podrobné, ze mohou byt
vytvofeny stroje, které ho simuluji®. V dnesni dobé existu-
je tfada riznych definic umélé inteligence, napt. Oxford
Dictionary’ ji definuje jako teorii a vyvoj pocitatovych
systému schopnych vykonavat tkony, ke kterym je bézné
potieba lidska inteligence. Dle tohoto vykladového slovni-
ku patii k témto ukoniim napft. vizualni vjemy, rozpozna-
vani feci, rozhodovani ¢i preklady. Pojem umé¢l4 inteligen-
ce ve smyslu, v jakém o ni piSeme v tomto textu, se tyka
zpracovani dat*.

Definice umélé inteligence nespecifikuje, jak ukony
vyZadujici inteligenci strojové realizovat. V principu tak
1ze napsat dlouhy program plny podminek, ktery bude
fikat, jak se ma systém chovat v kazdé konkrétni situaci.
Prakti¢téjsi se vSak ukazalo nechat systém ucit se na zakla-
dé vlastnich zkuSenosti, kdy neni nutné v programu expli-
citné podchytit kazdou situaci, takovému pfistupu se fika
strojové uceni. Algoritmy strojového uceni dostanou ucici
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data a na jejich zakladé jsou schopné pak Cinit zavéry
o datech novych. Ackoli vySe zminéné pojmy jako uméla
inteligence ¢i strojové uceni v nas evokuji predstavy sofis-
tikovanych technologii, v realité se jedna pouze o apliko-
vanou statistiku. Jednoduchym ptikladem strojového uceni
je regrese, kdy konefnou sadu bodi x, y prokladame
(znamou) funkci umoznujici predpovédét hodnotu y pro
dosud nemérenou veliCinu x. V soucasnosti je strojové
uceni téméf vyhradnim pfistupem k navrhu umélé inteli-
gence a tyto pojmy tak Casto splyvaji.

Na zéklad¢ toho, zda ke vstupnim datim programu
zname ¢i nezname vystup/odezvu, rozdélujeme strojové
uceni na uceni s ucitelem a uceni bez ucitele, existuji vSak
1 jejich kombinace. Pfi ueni s ucitelem dostaneme napf.
hodnoty x, y, kde x mtze predstavovat geometrii molekuly
a y jeji excitaCni energii, a u¢ime se funkci f; x — y. Pro
nové molekuly jsme pak schopni na zékladé jejich geome-
trie pfedpovédét jejich excitacni energie. Uceni s ucitelem
typicky zahrnuje klasifika¢ni a jiz zminéné regresni tlohy,
tém se budeme vénovat nejvice. Pokud by nds pouze zaji-
malo, zda molekula absorbuje v dané spektralni oblasti,
tak by y nabyvalo pouze hodnot ano/ne a jednalo by se
o klasifikaci. Ve chvili, kdy nas zajimaji konkrétni hodno-
ty excitaCnich energii a y tedy jiz neni diskrétni, tak se
jednd o regresi.

V pripadé uceni bez ucitele dostaneme pouze vstupni
hodnoty x a hledame struktury v datech. Uceni bez ucitele
zahrnuje nejcastéji tlohy shlukové analyzy (téz klastrova
analyza) ¢i redukce dimenzionality. V piipadé shlukové
analyzy tfidime jednotlivé vstupy do skupin tak, aby si
vstupy v ramci kazdé skupiny byly co nejpodobnéjsi, ale
lisily se co nejvice od vstupl z ostatnich skupin. Jedna se
o metodu pfibuznou klasifikaci, ovS§em zde nezname, resp.
nepouzivame oznaceni y pro uceni a zalezi tak pouze na
podobnosti vstupti x. Shlukova analyza se pouziva napf. ve
velkych chemickych databazich, kde je takto mozno ziskat
napf. skupiny piibuznych molekul. Pfi redukci dimenzio-
nality dat chceme z n-tice Cisel vstupniho vektoru x ziskat
vybrany pocet ¢isel mensi nez n, ktera jsou pro nas néja-
kym zpuisobem relevantni. Nejjednodussim ptipadem je
pouze vybeér relevantnich hodnot z vektoru x. Pokud chce-
me napf. simulovat systém metodou molekulové dynami-
ky, ale nemuzeme si dovolit modelovat vSechny stupné
volnosti, tak zafixujeme nékteré vazebné délky ¢i uhly,
¢imz jsme vlastné provedli ,,rucni“ redukci dimenzionality
dat. V pokrodilejsim ptipadé nevybirdme pouze z vektoru
X, ale pouzivame né&jakou transformaci vstupnich dat. Pfi-
kladem je analyza hlavnich komponent, kde jsou ziskany
nové proménné jako linedrni kombinace hodnot vektoru x

* Rlizné zdroje rozdé€luji umélou inteligenci do odliSnych kategorii, obecnéji 1ze vSak rozlisit dvé zakladni kategorie, obec-
nou a aplikovanou umélou inteligenci. Obecna uméla inteligence by méla v principu byt schopna vykonavat jakékoliv tiko-
ny, aplikovana umélé inteligence je pak navrzena k jednomu ¢i vice konkrétnim ukoliim. Zatimco obecna uméla inteligence
je pojem, ktery strasi nékteré soudobé védce, politiky a milovniky sci-fi Zanru, aplikovana uméla inteligence je bézn¢ pou-
zivana, a setkavame se s ni tieba v podob¢ rozpoznavani oblic¢ejii vasim fotoaparatem ¢i v Google prekladaci.
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tak, Ze dochédzi k co nejmensi ztrat¢ informace a jednotlivé
proménné jsou vzajemné dekorelované. Redukce dimenzi-
onality 1ze napf. pouZzit pfed regresi ¢i klasifikaci, ¢imZ se
snizi pocet odhadovanych parametrti.

Strojové uceni mizeme realizovat velkou a stale ros-
touci fadou konkrétnich algoritmd, jejich kompletni vycet
vSak presahuje rozsah tohoto textu. Stojime napi. ptfed
vyse zminénym ukolem odhadnout ze struktury molekuly
jeji excitatni energii'®. K udeni mame k dispozici sadu
molekul, jejichz excitani energie znime a k nimz jsme
schopni pfifadit strukturni deskriptor x (coz mize byt tfeba
soubor meziatomovych vzdalenosti dané molekuly). Kdy-
bychom méli k dispozici Gpln¢ vSechny molekuly, tak
bychom pouze hledali v gigantické tabulce. S pouzitim
kone¢ného souboru ucicich dat midzeme provést regresi.
Excitacni energii E,, mizeme pro nové geometrie
s deskriptorem x hledat naptiklad ve formé:

E, (x)= Zae (1)

kde regresni koeficienty ¢; ziskdme pomérné jednoduse
minimalizaci z uc€icich dat a hyperparametr ¢ si zvolime
nebo ziskdme dals$i optimalizaci. Tato metoda se nazyva
hiebenova regrese s jadrovou transformaci (KRR, z angl.
Kernel Ridge Regression) a je pfikladem metod zaloZe-
nych na tzv. jadrovych transformacich. Exponencialni
funkce s manhattanskou normou v rovnici (/) pfedstavuje
ono jadro, které implicitn€ transformuje deskriptory do
vyssi dimenze, diky ¢emuz lze odhadovat i nelinearni
funkce. Toto jadro se nazyva Laplaceovo, alternativné lze
jako jadro pouzit i jiné funkce, napf. polynomidlni ¢i
Gaussovo jadro''. Do této skupiny metod déle patfi nap.
metoda podptrnych vektorti (SVM, z angl. Support Vector
Machines) ¢i regrese gaussovskymi procesy (GPR, z angl.
Gaussian Process Regression)'?.

Aktualné nejvétsimu zajmu se t&si algoritmy zalozené
na neuronovych sitich. Neuronové sit’ je biologicky inspi-
rovany vypocetni model, kde jsou umélé neurony navza-
jem pospojovany tak, ze kazdy z nich ma nékolik vstupt,
ale pouze jeden vystup, ktery je posilan do neuront v dalsi
vrstvé (viz obr. 2). Neuronové sité 1ze pouzit jak pro feSeni
klasifika¢nich problémd, tak k regresi.

Kazdy neuron ma nasledujici jednoduchou strukturu:

[b + 2 j 2)

kde y;pifedstavuje vystup j-tého neuronu, x; jsou vstupy
z piedchozich vrstvy neuront, w;jsou vahy odpovidajici
propojeni piislusnych dvou neurond a b;je tzv. prahova
hodnota aktivace neuronu. Funkce f zde pfedstavuje akti-
vacni nebo také prenosovou funkci neuronu, kterou muze
v nejjednodussich piipadech byt naptiklad skokova ¢i line-
arni funkce. V procesu uceni jsou pak zpétnou propagaci
naptiklad pomoci gradientové metody upravovény para-
metry sité, tedy vahy w;; a prahové hodnoty b;. Pokud vez-
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ystupnl vrstva

vstupni vrstva
skryte vrstvy

Obr. 2. Znazornéni struktury neuronové sité. Bilou barvou je
znazornéna vstupni vrstva, poté nasleduje libovolny pocet skry-
tych vrstev (Seda barva) a nakonec ¢erné vystupni vrstva. Neuro-
ny ve vstupni vrstvé jsou typicky pasivni neboli pouze pteposilaji
vstupy do dalSich neuront. Kazda vrstva mize mit odliSny pocet
neurontt

meme v uvahu jednoduchou neuronovou sit’ s jednim neu-
ronem s jednim vstupem a identitou jako aktivacni funkci,
tak pro vystupni hodnotu dostaneme nasledujici tvar:

()

y=b+wx

coz neni nic jiného nez predpis piimky a jednd se tak
o linearni regresi.

S prvnim modelem neuronu pfisli jiz v roce 1943
Warren McCulloch a Walter Pitts", v roce 1957 pak Frank
Rosenblatt vytvoril jednovrstvou neuronovou sit’ nazvanou
perceptron, ktera slouzila k binarni klasifikaci'®. Po poca-
te¢nim nadSeni se vSak ukazalo, Ze perceptron je schopny
klasifikovat pouze mnozinu dat, kterd jdou oddélit piim-
kou. Nanestésti vydali Marvin Minsky a Seymour Papert
knihu Perceptrons, kde jsou probirdna mimo jiné uskali
perceptronu. Ditkazy v této knize byly &asto $patné inter-
pretovany a citovany a vétsi ¢ast komunity uvéfila, ze ani
vicevrstvé neuronové sité nedokazi implementovat nékteré
logické funkce jako je nelinearni XOR, kvili ¢emuz na zhru-
ba dvacet let zajem o neuronové sité ochabl. Postupné se
vsak zaCaly pouzivat vicevrstvé neuronové sité, spojité pre-
nosové funkce a velky posun znamenalo zavedeni jiz vyse
zminéné metody zp&tné propagace Paulem Werbosem'®.

Jako mélké jsou typicky oznaCovany neuronové sité
s jednou skrytou vrstvou. Popisnost dat pomoci sit¢ je
mozné zvySovat pridavanim neuronti do stavajicich vrstev
neboli roz§ifovanim sité do $itky. Cim vice neurond se pro
sit pouzije, tim presngjsi vysledky mize poskytovat.
S poctem neuront vSak také roste vypocetni narocnost
a potfebné mnozstvi uicich dat. U Sirokych siti dochazi
také Casto k pfeuceni (angl. overfitting), coz je pfipad, kdy
pro ucici data obdrzime sice presné vysledky, ale model
neodpovida realit¢ a pro ostatni vstupy obdrzime Spatné
vysledky. Jednoduchy ptiklad pfeuceni obdrzime, pokud
bychom prokladali lehce zaSuména data pochazejici
z ptimky pomoci polynomu vys§iho fadu. Ukézalo se jako
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zadouci vstupni data pro mélké sit€ nejprve pripravit, coz
znamena extrahovat deskriptory (nebo téz atributy i rysy,
v angli¢tin€ se pouzivé termin ,,features) vhodné pro da-
nou aplikaci. Pfehled pouzivanych chemickych deskripto-
ri naleznete i ve zvlaStnim <&isle Chemickych listi
z listopadu 2017 (cit."™'®).

V poslednich letech se dockal nevidaného rozvoje
piistup tzv. hlubokych siti neboli siti s velkym mnoZzstvim
vrstev (angl. oznaCovany jako ,,deep learning®). Jedna se
o alternativni pfistup ke zlepSovani popisu dat pomoci
neuronové sité. Oproti Sirokym mélkym sitim maji hlubo-
ké neuronové sité nékolik vyhod. Typicky maji diky mo-
dernim ucicim algoritmiim mens$i nachylnost k pieuceni
a vhodnou konstrukci vrstev 1ze deskriptory automaticky
extrahovat z ptivodnich dat. Pti zachovani popisnosti exis-
tuji také pro nékteré problémy architektury hlubokych siti,
které obsahuji celkové mensi pocet neurontl, resp. spojeni
nez odpovidajici Siroké mélké sité, coz typicky znamena
krat$i dobu uceni a potiebu mensiho mnozstvi dat'".
Nicméné ne vzdy takovou architekturu zname, resp. jsme
schopni najit. V praxi ovSem mivaji hluboké sité vétSinou
mnohem vice parametrti a potiebuji vice ucicich dat nez
sit¢ mélké, ovsem maji diky tomu také vétsi popisnost. Pro
hluboké sit¢ také existuji specidlni u¢ici mechanismy, kdy
1ze jednotlivé vrstvy ,,pfeducit”, ¢imz se stava uceni efek-
tivngjsi. Jak jsme jiZ naznacili, nevyhodou takovych siti je
&asto mnoho lepsich moznosti*’.

Neuronové sité predstavuji zcela obecny ramec, ktery
v principu umoZiuje aproximovat jakoukoliv funkci,
nicméné slozitost takové sité mize vylucovat jeji praktické
pouziti. ZaleZi tedy i na fyzikélni podstaté problému. Po-
kud existuji rysy, na jejichz zakladé je relativné jednodu-
ché vyjadfit hledanou funkci/veli¢inu, tak ndm mohou
dobte poslouzit i mensi mélké sit&'®. Tuto zavislost samo-
ziejmé typicky nezndme, jinak bychom nemuseli pouZzivat
strojové uceni, ale Casto vime, Ze existuje. S jednotlivymi
technikami strojového uceni se v posledni dobé nadsené
experimentuje i v fad€ oblasti chemie. Podivejme se ted’ na
dvé z nich.

3. Struktura a biologicka aktivita: Od QSAR
ke strojovému uceni

Vlastnosti latek jsou zakddovéany ve struktufe jejich
molekul, a proto se neustale navrhuji, vyvijeji a testuji
nové molekuly k nejriznéjsim ucelim. Tzv. chemicky
prostor, tj. mnozina molekul, které mizeme syntetizovat,
je pritom prakticky nekoneény?'. Napiiklad poget molekul
s potencialnim farmakologickym uginkem je Lipinskym?
odhadovan na 10%, co je Gislo mnohonasobné piesahujici
odhady poétu hvézd ve vesmiru (zhruba 10%, cit.?) &i
spojeni mezi neurony v nasem mozku (zhruba 10'3, cit.**).
Toto mnozstvi je tak naprosto zjevné daleko za hranicemi
moznosti jakékoliv, byt vysoce propustné syntézy s na-
slednou charakterizaci. Proto je stale atraktivn&jsi ptistup
zaloZeny na racionalnim navrhu latek.
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Predpovéd’ vlastnosti molekul na zakladé jejich struk-
tury mé dlouhou historii, po¢inajici na pfelomu 19. a 20.
stoleti, kdy vznikly prvni studie o narkotickych ucincich
latek od Overtona™*® a Meyera™’. O strojovém uéeni v té
dobé pochopitelné nikdo nevédel. Tito autofi prisli se vzta-
hem mezi hydrofobnimi vlastnostmi tékavych latek a je-
jich narkotickymi Gc¢inky. V podstaté §lo o linearni regresi,
jakozto nejjednodussi statistickou metodu vyhledavajici
vztah mezi proménnymi, a tedy i hledani kvantitativnich
vztahll mezi strukturou a funkci (QSAR, z angl. quantitati-
ve structure-activity relationship).

Vyzkumy tohoto typu staly ovsem po nasledujici de-
kady spiSe na okraji zajmu, nebot’ hledani jednoduchych
souvislosti pro slozité jevy bylo povazovano za pfili§ trou-
falé. Zajem o tyto otazky se v plné sile probudil az v Sede-
satych letech. K pionyrim pfi studiu vlivu struktury na
biologickou aktivitu z té doby patii i Rudolf Zahradnik,
ktery na pfelomu padesatych a Sedesatych let zkoumal se
svym kolegou MUDr. Chvapilem vliv rizné¢ dlouhych
alifatickych fetézci na biologickou funkci v homolognich
fadach latek se shodnou funkéni skupinou. Pouzil pritom
rovnici pievzatou z fyzikalni organické chemie®:

log [LJ =a-f
z-Re/

kde 7 znac¢i hodnotu biologické aktivity molekuly i
v homologické fad¢, 7z, je pak hodnota pro referencni
molekulu, napt. molekulu ethylového derivatu. Konstanta
biologické aktivity substituentu f3; popisuje vlastnosti alky-
lového substituentu a jeji hodnota nezalezi na funkéni sku-
piné homologické fady ani na konkrétni biologické aktivi-
té. Konstanta a naopak charakterizuje biologicky systém.
Platnost této rovnice ovéfili Chvapil se Zahradnikem na
5 biologickych systémech, pro 3 rtizné funkéni skupiny
a 14 alifatickych fetézct. V nésledujici studii®® pak jiz
Zahradnik uvaZoval, Ze by biologické Uc¢inky mohly byt
v principu fizeny partiénim koeficientem mezi polarni
a nepolarni f4zi, ale nadale pouzival jen jednu konstantu o
pro popis biologického systému pomoci vztahu af-typu
a povsiml si, Ze jde vlastné o linedrni vztah pro volnou
energii, ktery se jiz dfive pouZzival v teoretické organické
chemii pro aromatické® ¢i alifatické®' systémy. Pokud se
néjaka molekula pro urCitou regresni fadu odliSovala,
predpokladal, ze tato latka plsobi jinym mechanismem.
Nasledn¢ Zahradnik spoleéné s Kouteckym zacali uvazo-
vat o vyuziti kvantové chemie pro vypocty parametrl pro
rovnice af-typu’2. Profesor Zahradnik se postupng po pie-
chodu z Ustavu hygieny prace a chorob z povolani na Us-
tav fyzikalni chemie CSAV ponofil do vyvoje kvantové
chemie a spoluzalozil Skolu ceskoslovenské teoretické
chemie, k niz ve tfeti, resp. ¢tvrté generaci patii i autofi
tohoto textu.

Jak se pozdgji ukazalo, Zahradnikovy konstanty f
korelovaly s hodnotami hydrofobnich konstant navrzenych
Corwinem Hanschem, ktery v roce 1962 publikoval
v Casopise Nature studii o biologické aktivité popsané
Hammetovymi substituénimi konstantami a parti€nimi

4
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koeficienty™. Hansch posléze odstartoval rozvoj QSAR

logC=k(logP,) +k,logP,, +ko+k,E;+k, (5)

kde C je hodnota (biologické) aktivity (napt. LDsj, ECs),
P,, je rozd€lovaci koeficient systému oktanol-voda, ¢ je
Hammettova konstanta pro substituent, £, je Taftova ste-
rické konstanta pro substituent a k;, k, k3, k4 a ks jsou re-
gresni konstanty. Druh4d mocnina simuluje nelinearni pri-
béh zavislosti parabolickou funkci, nicméné Casto se pou-
ziva 1 aproximace pfimkou, pokud neni soubor latek dosta-
tecné rozsahly, aby pokryl i nelinearni Casti zavislosti.
Rudolf Zahradnik tedy stal jiz blizko Hanschové rovnici,
stacilo by pouze zavést dalsi parametry.

Metody QSAR se nasledné rychle rozvijely®. Kolem
90. let se staly standardem pro organickou ¢i farmaceutic-
kou chemii. Statistické techniky, které se zpoc¢atku pouzi-
valy, byly predevsim klasickd regresni analyza, analyza
hlavnich komponent a podobné. Tyto techniky jsou ale
Casto prili§ zjednodusujici, a tak se postupné zacaly nahra-
zovat pokrocCilej$imi metodami, které pouzivaji misto jed-
né definované regresni rovnice spiSe kombinaci pravdépo-
dobnostnich modeld vyuZzivajicich neuronovych siti a dal-
Sich metod strojového uceni. VSechny tyto novéjsi modely
nemaji za vysledek jen jednu rovnici, ale tvofi je kombina-
ce rtizn€ vybranych rovnic, které jsou automaticky poskla-
dany s riznymi vahami a vét§im mnozstvim parametru, jak
jsme jiz ukazali v pfedchozim oddile. Jinymi slovy, nemu-
sime uz predpokladat urcity model, metody strojového
uceni si jej najdou samy. Pokud mezi strukturou molekuly
a biologickou aktivitou existuje né&jaky vztah a spravné
zkonstruujeme neuronovou sit, tuto souvislost odhalime.
Platime za to ovSem urcitou ztratou porozuméni — korelac-
ni rovnice Hammetova typu vzbuzuje naSi obraznost
a naznacuje nam hlubsi souvislosti, neuronové sit¢ nam
misto toho daji (co mozna nejptesnéjsi) Cisla a je zde pro-
blém s jejich interpretaci®®.

Jako ptiklad pouziti metod strojového uceni v oblasti
QSAR mize slouzit predikce prichodnosti latek kazi, kdy
v roce 1992 piisli Potts a Guy s sp&$nou rovnici®’, které
staCily jako deskriptory pouze molarni hmotnost a rozdélo-
vaci koeficient oktanol-voda. Dokazali tak popsat 67 %
variability v experimentalnich datech pro prichodnost
latek kazi. Tato data méla rozsah méfeni pres pét rada
a model Pottse a Guye je predikoval s primérnou chybou
0,69 logaritmickych jednotek, tedy v rozsahu pies 1 tad.
Nov¢jsi a presnéjsi model z roku 2015 uz pouziva strojo-
vého uceni s pouzitim 9 deskriptorti a vylepsil popis na
86 % variability na dostupnych experimentalnich datech.
Primérnou chybu se podafilo stlacit na 0,39 logaritmic-
kych jednotek, a tak jsou priichodnosti latek kuzi uréovany
alespoti fadové spravn&®®.

Dalsi vyhodou pro nasazeni strojového uceni je také
vétsi mnozstvi dostupnych biologickych i chemickych dat,
které dnes mame k dispozici diky pouziti kombinatoridlni
chemie a robotickych metod i teoretickych vypoctt s vyso-
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kou propustnosti. Jiz del$i dobu se pouZzivaji metody stro-
jového uceni na predikci fyzikalné-chemickych vlastnosti
latek, jako jsou odhady rozpustnosti ve vod&® &i parti¢nich
koeficientii oktanol/voda®’, a jejich uplatnéni v tomto od-
vétvi chemie se neustale rozsituje*'. Dalsi ptiklady nasa-
zeni  strojového ueni pro  predikci  vlastnosti
v biologickych systémech a v kondenzované fazi lze nalézt
napf. v souhrnném &lanku*,

Nasazovani metod strojového uceni pro predikci
vlastnosti latek ale obcas trpi nékolika neSvary — nedostat-
kem dat a jejich Castou nekonzistenci. Kdo byl nékdy
v laboratofi, vi, ze ziskavat konzistentné stejné vysledky
téhoz méfeni je zalezitosti mnoha let uceni a provadéni
spravnych laboratornich postupt. Nejsou neobvyklé situa-
ce, kdy méfeni aktivity stejné latky na stejném biologic-
kém systému dvéma laboratofemi dava dva zcela neporov-
natelné vysledky kvili mnoha drobnym nuancim pouziva-
nych citlivych metod. Tim se bohuzel (nebo pro chemiky
bohudik) chemie stava pro metody strojového uceni obtiz-
néjsi, nebot’ datové soubory jsou vétSinou mensi nez napf.
u rozpoznavani obliceje, kde jsou data sbirana viceméné
automaticky. Velmi téZko se pak porovnavaji jednotlivé
metody strojového uceni vici sobg, protoze se jen malo-
kdy tytéZ metody porovnavaji na stejnych datech. Proto se
zataly  shromaZd'ovat standardizované sady  dat
s metrikami pfesnosti a jejich nejvétsi sbirkou je dnes nej-
spise MoleculeNet®, coz je sada pro vypoéty at’ biologic-
kych, fyzikalné-chemickych ¢i i kvantovych vlastnosti
molekul, které podobné porovnani metod strojového uceni
umoznuji.

4. Strojové uceni v teoretické chemii

Odhadovat biologickou aktivitu ze struktury molekul
je nejspise prili§ obtizny ukol, uz jen proto, ze ¢ast infor-
mace nemusi byt ve struktufe molekuly vibec zakodova-
na. Napiiklad prostupnost molekul skrze kizi bude zaviset
nejspise i na vlastnostech kize. Mizeme byt ale skromngj-
§i a ptat se po jednodussich vlastnostech molekul, jako je
tieba sluCovaci entalpie molekuly, ioniza¢ni energie ¢i
tieba jeji elektronové spektrum. Tyto informace miizeme
typicky ziskat vyfeSenim elektronové Schrodingerovy
rovnice pro molekulu s geometrii danou soufadnicemi R:

Ha¥{ =E"¥{ (6)
kde index i oznacuje prislusny elektronovy stav. (VétSinou
priblizné) feseni této rovnice je doménou kvantové che-
mie. VeSkera informace o, molekule je obsazena
v elektronovém hamiltonianu H,, zde se objevuje geome-
trie molekuly (tedy polohy jader R)) a ndbojova ¢isla jader
Z;. Schrodingerova rovice predstavuje nastroj, pomoci
kterého ziskdme z geometrii a ndboji jader energii elektro-
ni £, Redeni této rovnice je znamo svymi obtizemi, které
nékolik generaci. Naskyta se ale otazka, zda tuto kompli-
kovanou diferencialni rovnici vibec feSit potfebujeme.
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Z matematického hlediska totiz staci védét, ze elektronova
energie je funkci souboru poloh a nabojovych ¢isel jader:

E'=E({R}.{Z,})

Konkrétni tvar této funkce je pak mozné ziskat meto-
dami strojového uceni, napi. ve formé neuronovych siti —
existuje urcita nadéje, Ze strojové uéeni mize byt rychlejsi
nez vyvoj novych kvantové-chemickych metod, resp. na-
rust pocitacového vykonu. Véc ma samoziejmé hacek. Na
prvni pohled neni zfejmé, zda je mozné zavislost (7) prak-
ticky uchopit. Vysledek také silné zavisi na reprezentaci
molekularni struktury. Zda se ale, Ze tento pfimocary zpu-
sob k ziskani chemickych vlastnosti molekul, ktery je pfi-
tom ukotven v kvantové chemii, miize byt usp&sny™.

Podobné jako v pfipadé vyuziti strojového uceni pro
odhad vztahi mezi strukturou a biologickou aktivitou ne-
jde ale v zasadé o nic nového. Vlastnosti latek se

ey ve

(7)

stoleti. Tak tfeba hustota kapalin se odhadovala
z atomarnich pispévkd jiz v poloving 19. stoleti*’, kdy
samotné existenci molekul fada lidi nevétila. Jinym ptikla-
dem je odhad termochemickych vlastnosti slouc¢enin po-
moci disociaénich entalpii vazeb*. Tato nesmirné jedno-
ducha technika casto funguje, a pokud nékdy selhala —
jako v ptipad¢é benzenu — smétovalo to k objevu novych
jevi. Techniky strojového uceni automatizuji odhadové
metody, znovu je ale nutné pfipomenout, Ze tak s pfesnosti
ztracime intuici.

Je moZny také kompromis mezi kvantovou teorii mo-
lekul a statistickymi pfistupy, kdy vypocet pomoci ,,levné*
a rychlé metody nasledn¢ doplnime také velmi rychlou
korekci natrénovanou strojovym ucenim*’. Myslenkou
tohoto pfistupu je fakt, Ze vétSina fyzikalni podstaty je
zahrnuta i ve vysoce aproximativnich metodach a za po-
slednich par procent pfesnosti ziskanych kvalitn&j$i meto-
dou zaplatime neumérné vétsi cenu, ptiCemz rozdil mezi
dvéma kvantovymi metodami se Ize naucit pomoci strojo-
vého uceni jednoduseji. Ramakrishnan a spol. ukazali jiz
v roce 2015, Ze jsou schopni timto pfistupem dosahnout
chemické piesnosti (=1 kcal mol™). Pojem chemicka pres-
nost zde ovSem neznamend presnost vici experimentu, ale
vuci exaktn€j$i metodé, kterd je pouzita k uceni. Pfesnost
strojového uceni nemize (cileng) pievysit presnost meto-
dy, pomoci které se uci, neboli pokud pouzijeme k nauceni
DFT metodu, nemizeme ocekavat vysledky na turovni
napiiklad metody CCSD(T). V ramci vySe uvedeného
pfistupu se mozna dockdme revitalizace starSich levnych
metod, jako jsou napf. semiempirické metody. Tyto meto-
dy vychazi se struktury kvantové mechaniky, fada parame-
trl je zde ale urCovana z experimentalnich dat, jinymi slo-
vy metodu musime opét nejdiive naucit na urcité skupiné
molekul obdobné jako v modernich pfistupech strojového
uceni.

Numerické algoritmy strojového uceni ale mohou
zmenit pfimo i ab initio kvantovou chemii. Pfesné vypocty
jsou zde komplikovéany korelacemi mezi pohyby jednotli-
vych Castic, coz vede k exponencialné se zvySujicim naro-
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kiim s rostouci velikosti systému. Techniky strojového
uceni aplikované na samotnou vinovou funkci mohou byt
v nékterych piipadech schopny vyrazn& vypoéty urychlit®®.

V dnesni dobé se jiz techniky strojového uceni pouzi-
vaji pro predikci rozliénych molekularnich vlastnosti jako
atomizaénich energii®, sluovacich tepel®®, dipélovych
momentl, vibrani energie nulového bodu, tepelnych ka-
pacit’’, rozdilu mezi energiemi HOMO-LUMO ¢i polari-
zovatenosti’, a to s chemickou presnosti. Dalsi oblasti,
kde zaciné strojové uceni nachazet uplatnéni, je spektros-
kopie. Gastegger a spol. dokazali pomoci pristupu zaloze-
ném na neuronovych sitich velmi pfesné¢ predpovidat in-
fracervena spektra pro alkany az o 200 atomech a protono-
vany tripeptid alaninu®. Ramakrishnan a spol. dokézali
zase uspéSné natrénovat rozdil excitacnich energii mezi
metodou TD-PBEO s malou bdzi a metodou CC2
s rozsahlou bazi, nicméné u oscilatorovych sil jiz dosahli
pouze minimalniho zlepSeni oproti TD-PBEO, nejspiSe
kvuli ¢astému rozdilnému poradi stavii u zminénych me-
tod'’. Z toho je zfejmé, Ze ani pomoci strojového udeni
nejsme zatim schopni ziskat libovolné vlastnosti molekul.
Hledéni korelaci mezi metodami neni koneckoncti myslen-
ka pfiislusejici pouze strojovému uceni, obdobny piistup
mimo ramec strojového uceni byl pouzit napi. k vypoctu
elektronovych spekter problematickych Criegeeho inter-
mediat™.

Nejvétsi vyznam mohou mit ale techniky umélé inte-
ligence v oblastech, kde ab initio teorie zatim neposkytuje
dostate¢né presné vysledky. Napiiklad odhad rozpustnosti
pro ab initio metody patii k naro¢nym tkolim, nebot
v sobé zahrnuje nejen vlastnosti samotné molekuly, ale
i vlastnosti rozpoustédla. Odhady rozpustnosti za pomoci
ML jsou rozumné dobré, vyuziti hlubokych siti pfitom
umoziiuje automatickou extrakci ryst, jejichZz optimalni
mnoZina neni v tomto piipadé zndma>. K podobnym
ofiskiim patfi odhad krystalovych struktur a jejich energe-
losti citovan vyrok Johna Maddoxe, tehdejsiho editora
casopisu Nature: ,,Jednim z trvalych skandali ve fyzikal-
nich védach je pokracujici neschopnost predpovedi krysta-
lické struktury ldtky z jejiho slozeni.*>® Techniky strojové-
ho uceni zaCinaji byt v této souvislosti Gspesné jak pro
molekularni®’, tak i anorganické krystaly™®.

Strojové uceni byva casto nasazeno v oblasti materia-
18, kde naslo uplatnéni napt. pfi hledani organickych poly-
mert pro solarni ¢lanky, které maji fadu vyhod oproti
anorganickym materidlim, avSak jejich Wcinnost zatim
nedosahuje takovych hodnot™. Dalsim piikladem je pre-
dikce indexu lomu organickych polymert, kterd najde
uplatn&ni v oblasti optiky a optoelektroniky®’, nebo design
anorganickych scintilatora®. Do nékterych odvétvi se
strojové uceni teprve dostava kvili malému poctu ucicich
dat. K takovym oblastem patii napt. predikce vybusnych
vlastnosti materialQ, jako jsou detonacni tlak a rychlost,
energie exploze, sluovaci tepla ¢i hustoty. Elton a spol.
byli schopni pfedpovidat tyto veli¢iny s chybou v rozmezi
4 az 11 % pfi pouziti pouhych 87 molekul pouzitych pro
natrénovani hiebenové regrese®.
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Rychle se rozvijejici oblasti strojového uceni jsou
i molekularné dynamické simulace. Sily puisobici na atomy
bé¢hem dynamickych simulaci mohou byt pocitdny
v kazdém Casovém kroku na ab initio urovni nebo mohou
byt ziskany z empiricky designované hyperplochy potenci-
alni energie (silového pole). 4b initio molekulova dynami-
ka je v poslednich desetiletich na zjevném vzestupu, presto
naprosta vétsina simulaci je stale provadéna pomoci kla-
sickych silovych poli. Vysledky takovychto simulaci jsou
vSak pouze tak dobré jako odpovidajici potencialy. Silova
pole jsou nastavovana ptevazné pomoci vysledkd naroc-
né&jsich metod kvantové mechaniky ¢i pomoci experimen-
talnich dat, to se neméni ani s nastupem metod strojového
uceni, nicméné to umoziuje konstrukci mnohem flexibil-
néjsich silovych poli, kde nejsou zahrnuty zadné fyzikalni
aproximace (vyjma téch zahrnutych v referen¢ni kvantové
chemické metod&)®. V principu jsme tak schopni ziskat
libovolné piesné (vzhledem k referencni kvantové metod¢)
silové pole ve form¢ modelu strojového uceni (napf. neu-
ronové sit¢). Chmiela a spol. byli takto schopni provadét
dynamické simulace pro molekuly az o n€kolika desitkach
atomii s piesnosti na trovni CCSD(T) metody®. I pies tyto
uspéchy je vsak konstrukce piesnych silovych poli stale
velmi ndrocnd a potencidly musi byt peclivé testovany
vzhledem k absenci jejich fyzikalniho pfedpisu.

5. Zavér a vyhled

Ackoliv mnoho teoretickych chemikti zac¢inalo svou
cestu k chemii pod vlivem pokusi se sodikem hazenym do
vody ¢i ¢ernym stfelnym prachem, vétSina z nich bude asi
pfesvédCena o transformativni roli vypocetni techniky
v chemii. Vérohodna predpovéd struktury a reaktivit mo-
lekul je davnym snem teoretické chemie a nadéje zde byly
spojovany zejména s kvantovou chemii. Pfes dechberouci
pokrok je tfeba pfiznat, ze metody teoretické chemie v tuto
chvili chemii nedominuji, byt se postupné stavaji témet
povinnou soucasti chemického vyzkumu. Zacina byt ale
predstavitelné, ze davny sen teoretické chemie bude napl-
nén statistickymi metodami nebo alespon s jejich pomoci
namisto deterministického pfistupu kvantové teorie mole-
kul.

Strojové uceni se dnes bé&zné pouziva v kvantové
chemii, farmakologii, materidlovém inzenyrstvi i dalSich
odvétvich. Uméla inteligence podstatné zasahuje i do ob-
lasti, kde zatim pocitace mély spiSe pomocnou roli. Jiz od
60. let se intenzivné rozviji koncept pocitacového navrhu
syntéz. Vyzkum v této oblasti vykazoval stfidavé Uspé-
chy®, nyni jsou ale techniky umélé inteligence schopny
dosahnout v navrhu retrosyntézy vysledki srovnatelnych
s graduovanymi chemiky®”*®. Soub&Zn& s tim se zalina
prosazovat i robotizace chemickych syntéz®. I synteticka
chemie tak mozna jiz zanedlouho zcela zméni svou
tvar®®”. Snad tedy neni daleko doba, kdy si chemik zased-
ne k terminalu Syntetizatoru 4.0™ a zada nasledujici ukol:
,Podle znamych sloucenin vazajicich se na melatoninovy
receptor navrhni syntetickou piipravu novych uG¢innych
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latek zlepSujicich spanek a prostupujicich kizi tak, aby se
daly nanést ve formé krému a mély minimum vedlejsich
ucinkd, a nasledné je nasyntetizuj z dostupnych levnych
surovin.”“ Je také mozné, Ze zminéna syntéza bude fungo-
vat jako cloudova sluzba, kterou si bude moci kdokoliv
pronajmout, stejné jako si jiz dnes mizeme pronajmout
napt. diskovy prostor ¢i vypocetni vykon.

Stépan Sriei je podporovin z iicelové podpory na
specificky vysokoskolsky vyzkum (MSMT ¢.21-SVV/2018) a
Je soucasti International Max Planck Research School for
,Many Particle Systems in Structured Environ-
ments.” (IMPRS-MPSSE). Karel Berka je podporovan
GACR 17-211228.
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Physical Chemistry of the CAS, Prague): Is Machine
Learning the Future of Theoretical Chemistry?

The application of the methods of machine learning in
chemistry is briefly summarized in the present work. We
first explain the basic concepts of artificial intelligence and
machine learning. Next, the applications in two particular
areas are discussed: searching relations between the struc-
ture and biological activity of molecules and using the
techniques of machine learning in quantum chemistry as
well as in other fields of theoretical chemistry. The evolu-
tionary character of the machine learning approaches is
emphasized. A fast development is witnessed in the field
which, however, gradually follows the previous develop-
ment in using statistical techniques in chemistry.
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